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频率引导的双稀疏自注意力单图像去雨算法

文渊博，高 涛，陈 婷，张千禧
（长安大学信息工程学院，陕西西安 710064）

摘　要：　现有基于自注意力网络Transformer的单图像去雨算法尽管在合成雨图上在取得良好效果，但却造成巨

大的计算负担，且无法有效处理真实雨图 . 对此，本文提出一种频率引导的双稀疏自注意力单图像去雨算法（Frequen⁃
cy-guided Dual Sparse self-Attention TransFormer，FDSATFormer）. 首先，该算法利用空间稀疏因子和通道降维因子在提

取准确全局信息的同时减少计算量，进而提出双稀疏自注意力特征学习网络（Dual Sparse self-attention Feature Leran⁃
ing， DSFL）以解决Transformer在高分辨率雨图上难以表征自注意力的问题 . 其次，该算法通过探究图像去雨前后的频

谱变化，提出频率引导的特征增强模块（Frequency-guided Feature Enhancer，FFE），其利用频域的全局信息指导特征编

码阶段对空域特征的学习 . 此外，现有去雨网络的编解码结构采用相近的设计，这导致网络的整体计算负担倍增 . 对

此，本文提出层级特征解码重建网络（Hierarchical Feature Decoding and Reconstructing network，HFDR），其利用无参的

空间邻域移位操作（Spatial Neighborhood Shift，SNS）构建特征解码网络，在取得良好效果的同时进一步减少整体的计

算负担 . 实验表明，相比表现优秀的 Uformer和 Restormer，本文算法所得结果的平均峰值信噪比分别提升 3.13 dB 和

0.12 dB，平均结构相似性分别提升1.39%和1.07%.
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Frequency-guided Dual Sparse Self-Attention Algorithm for 
Single Image Deraining

WEN Yuan-bo, GAO Tao, CHEN Ting, ZHANG Qian-xi
（School of Information Engineering， Chang’an University， Xi’an， Shaanxi 710064， China）

Abstract:　Existing Transformer-based algorithms for single image deraining achieve state-of-the-art performance but 
leading to reasonable computational loads while failing to effectively process real-world rainy images.  To this end, we pro⁃
pose a frequency-guided dual sparse self-attention Transformer for single image deraining (FDSATFormer).  Initially, our 
proposed method utilizes the spatial sparse factor and the channel reduction factor to extract accurate global information and 
significantly decreases the amount of computation.  Furthermore, we present dual sparse self-attention feature learning net⁃
work (DSFL) to deal with the problem that Transformer is difficult to represent self-attention on high-resolution feature 
maps.  Meanwhile, by exploring the spectral changes of rainy image before and after removing rain streaks, we develop a 
frequency-guided feature enhancement module (FFE), which exploits the global information from the frequency domain to 
guide the accurate learning of spatial features in network encoders.  In addition, the encoder and decoder of most existing 
methods follow the similar principles, resulting in almost double computational burden.  To handle with this issue, we pro⁃
pose a hierarchical feature decoding and reconstructing network (HFDR), which uses non-parametric spatial neighborhood 
shift (SNS) to construct the feature decoding network and achieves fine results while further reducing the overall computing 
burden.  Experimental results show that, our method improves the average peak signal noise ratio by 3.13 dB and 0.12 dB, 
and achieves performance gains of 1.39% and 1.07% in average structure similarity over the state-of-the-art Uformer and 
Restormer.
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1　引言

图像去雨旨在去除雨图中的雨痕，进而提升后续

计算机视觉算法的表现［1~3］. 传统工作利用非局部均值

滤波［4］和引导滤波［5，6］等方法去除雨痕，无法适应雨痕

在密度，大小和分布等方面的多样性 . 在基于卷积神经

网络（Convolution Neural Network，CNN）的单图像去雨

算法中：Wei等［7］同时利用有监督的合成雨图和无监督

的自然雨图来训练网络，从而提升算法的泛化能力；

Zhang 等［8］引入雨痕的密度信息进而提出一种多流密

集单图像去雨网络；Yasarla 等［9］利用不确定性信息先

检测雨痕再去除；Li 等［10］引入压缩激励机制和空洞卷

积；Ren等［11］提出一种多阶段渐进的循环去雨网络，以

极少的参数量取得良好的去雨性能；Jiang等［12］利用雨

痕的多尺度信息来提升算法的泛化能力；Zamir等［13］采
用多阶段网络将图像去雨分为多个子任务 . 然而，CNN
的局部感受野特点缺乏对全局信息的关注，而权重共

享机制无法自适应输入特征 .
近来，Vision Transformer（ViT）［14］利用多头自注意

力（Multi-Head Self-Attention，MHSA）以某像素周围所

有像素值的加权和作为其响应，从而有效地弥补了

CNN的不足 . 然而，MHSA的计算量与输入特征的分辨

率呈平方关系 . 对此，窗口自注意力网络 Swin Trans⁃
former［15］将MHSA的计算限制在不重叠的分割窗口内 .
基于 Swin Transformer，Gao等人［16］引入密集连接和残差

学习来去除雨痕 . Wang 等人［17］构建 U 形图像恢复网

络，并将深度可分离卷积引入多层感知机（Multi-Layer 
Perceptron，MLP）. 然而，窗口自注意力违背MHSA捕获

全局信息的初衷 . 不同的是，Zamir等人［18］转置查询向

量和键向量进而在通道维度表征 MHSA. 尽管该操作

相比在空间维度表征 MHSA 能够降低计算负担，但却

忽视了雨痕的稀疏性造成的特征内部空间冗余性，而

这些冗余的信息会干扰雨图的特征学习和去雨图像的

重建 .
此外，雨痕主要存在于雨图的高频分量，去雨的过

程中频谱变化是明显的，因而引入频率信息来指导网

络的特征学习可以令网络习得更加准确的特征 . 在引

入频域信息的去雨算法中，Fu 等人［2］首先将雨图分离

为高频和低频两个分量，再将去雨后的高频分量与增

强后的低频分量相加作为去雨图像 . 类似地，文献［19，
20］也是先分离高低频分量再分别去除雨痕 . 但是，这

类算法的去雨表现严重依赖于频率分量分离方法的优

劣 . 近来，Yang等人［21］在网络中直接引入频率变换，从

而学习雨图的频域特征 . 但是，该方法将频谱变换和频

域特征学习作为网络的核心组件，导致在后续阶段必

须进行逆变换 . 同时，文献［22~24］引入离散小波变换

（Discrete Wavelet Transform，DWT）来获得细化的频率

特征 . 但是，DWT 的结果实际并非频谱信息 . 另外，

现有的方法在特征解码阶段采用与编码阶段近似的

网络设计，这导致网络的整体计算负担翻倍 . 然而，

文献［25~27］表明这一架构的近似设计不是必须的 .
综上所述，现有方法存在计算量大、冗余信息多，

未有效利用频域信息和特征解码网络复杂等不足 . 对

此，本文提出一种频率引导的双稀疏自注意力单图像

去雨算法（Frequency-guided Dual Sparse self-Attention 
TransFormer，FDSATFormer）. 该算法包括三部分：双稀

疏自注意力特征学习网络（Dual Sparse self-attention 
Feature Leraning，DSFL），频率引导的特征增强模块

（Frequency-guided Feature Enhancer，FFE）和层级特征

解码重建网络（Hierarchical Feature Decoding and Re⁃
constructing network，HFDR）.
2　频率引导的双稀疏自注意力算法

图 1是本文算法的主要结构 . 图中，PatchEmbeding
表示切分映射；双稀疏自注意力特征学习网络DSFL包

括频率引导的特征增强模块 FFE和双稀疏自注意力网

络 块（Dual Sparse Self-Attention Transformer Block，
DSSA Transformer Block）；DownSample 为下采样操作；

UpSample 为上采样操作；层次特征解码重建网络

HFDR 由 4 个解码器 Decoder 块构成，其包括 UpSample
和空间邻域移位残差块（Spatial Neighborhood Shift Re⁃
sidual Block，SNSRB）；SNSRB 由空间邻域移位（Spatial 
Neighborhood Shift，SNS）操作和 1×1 卷积构成；Depth-

wise MLP 是 DSSA Transformer Block 的前馈网络 . 输出

层由输出头（Output Head，OH）和输出尾（Output Tail，
OT）组成 .
2. 1　双稀疏自注意力特征学习网络

如图 2 所示，本文基于空间稀疏映射（Spatial 
Sparse Mapping， SSM）和通道降维变换（Channel Reduc⁃
ing Transform， CRT）提出双稀疏自注意力（Dual Sparse 
Self-Attention， DSSA）. DSSA 一方面显著将对计算负

担，另一方面令网络获得更准确丰富的特征 . ViT中对

MHSA的表征可以公式化为

MHSA = ( )Q l0 ´ c0
K T

l0 ´ c0 
dk  V l0 ´ c0

（1）
式（1）中，Q，K和V分别代表查询向量，键向量和值向量 . T
表示矩阵转置操作， dk 是维度缩放因子，c0和 l0分别为输

2813



电 子 学 报 2023 年

入特征的通道数和一维化后的向量长度 . 本文根据MHSA
的内积计算特点提出双稀疏自注意力DSSA，其包括稀疏

空间自注意力（Sparse Spatial Self Attention， SSSA）和稀疏

通道自注意力（Sparse Channel Self Attention， SCSA）.

SSSA 在计算 K和 V前先对输入特征进行稀疏映

射，进而经过全连接层Linear得到向量长度减小的键向

量和值向量 . 稀疏后的向量长度可以表示为

l1 = l0 ´ rs （2）
式中，rs 为空间稀疏因子 . 降维后的通道数量可以表

示为

c1 = c0 ´ rc （3）
式中，rc为通道降维因子 . SSSA可以用公式表示为

SSSA = ( )Q l0 ´ c1
K T

l1 ´ c1 
dk  V l1 ´ c0

（4）
式中：l1代表经稀疏映射后的向量长度 . 与 SSSA不同的

是，SCSA在表征Q和K前先对输入特征进行稀疏映射，

进而通过全连接层得到向量长度减小的查询向量和键

向量 . SCSA可以用公式表达为

SCSA = ( )QT
l1 ´ c0

K l1 ´ c1 
dk  V T

l0 ´ c1
（5）

稀疏映射的本质是通过一个核大小与步长一致的

卷积实现，其所得特征不存在大于输入特征的冗余信

息 . 举例而言，对于一个结构为（l0，c0）=（32×32，64）的

输入特征，DSSA在表征自注意力时设置其空间稀疏因

子 rs和通道降维因子 rc分别为 0.5和 0.5，则 SSSA中查询

向量，键向量和值向量的结构分别为（32×32，32），（32，
16×16），（16×16，64），而 SCSA中查询向量，键向量和值

向量的结构分别为（64，16×16），（16×16，32），（32， 32×
32）. 本文提出的 DSSA 与不进行空间稀疏和通道降维

的双自注意力（Dual Self-Attention，DSA）的计算量对比

如表 1 所示，其中，DSA 由空间自注意力（Spatial Self-
Attention，SSA）和通道自注意力（Channel Self-Attention，
CSA）构成 . 可以发现，相比双自注意力DSA，双稀疏自

注意力DSSA的乘法计算量下降 80.56%，加法计算量下

降78.89%.

DownSampleDownSample

S
N

S

	0+8#��(���55�(DSFL�

H
F

D
R

FFE FFE FFE h1

Depth-wise MLP

L
in

ea
r

L
in

ea
r

D
e
p

th
-W

is
e

C
o

n
v
 3

×
3

O
H

SNSRB

SNS

Conv 1×1

SNS

Conv 1×1

GELU

UpSampleUpSampleUpSample Decoder

x2 x3

x4

x1

图1　频率引导的双稀疏自注意力单图像去雨算法的示意图

图2　双稀疏自注意力示意图

表1　不同自注意力的计算量对比

自注意力

DSA

DSSA

SSA
CSA
SSSA
SCSA

乘法计算量

1.43×108

2.78×107

加法计算量

1.41×108

2.74×107
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另外，DSSA使用 SSM和CRT前后计算量的变化情

况如表 2所示 . 可以发现，单独采用 SSM和CRT相比原

自注意力的计算量分别降低 72.87% 和 27.97%. 因此，

SSM和CRT均可以降低计算负担 .

2. 2　频率引导的特征增强模块

在常用的频谱变换方法中，离散傅里叶变换（Dis⁃
crete Fourier Transform，DFT）的结果为复数，但本文算

法为实数网络，因而无法对其进行无损计算 . 尽管

DWT可以得到不同频率水平的图像，但其本质上并非

频谱 . 不同的是，离散余弦变换（Discrete Cosine Trans⁃
form，DCT）的输入输出均为实数 . 基于 DCT，本文提出

频率引导的特征增强模块FFE，如图 3所示 . 其中，FSM
为频域稀疏映射（Frequency-domain Sparse Mapping，
FSM）. FFE 位于双稀疏自注意力特征学习网络 DSFL
中，其将前一层级特征进行频率变换，再利用频域全局

信息来指导空域特征学习 .

在目前引入频率信息进行图像恢复的算法中，往

往对频域信息进行处理后会再通过反变换回到空域，

这种设计给网络造成不必要的计算负担 . 对此，本文算

法直接利用频域的全局信息来指导空域的特征学习 .
FFE首先利用DCT得到频谱映射图，2维DCT的公式为

F(uv)= c(u)c(v) ∑
i = 0

H - 1∑
j = 0

W - 1

f (ij)g(ij；uv) （6）
式（6）中，H，W为输入特征的空间分辨率，f（i，j）为空间

上坐标为 i，j的像素值 . g（i，j；u，v）的数学形式为

g(ij；uv)= cos é
ë
êêêê(i + 0.5)π

H
uù
û
úúúú cos é

ë
êêêê( j + 0.5)π

W
vù
û
úúúú （7）

系数 c（u）的数学形式为

c(u)=
ì
í
î

ïï

ïï

1/ H          u = 0     

2/ H  1 ≤ u ≤ H - 1
（8）

式（8）中，c（v）的数学形式与 c（u）同理 . 在得到频谱图

之后，FFE利用频域的稀疏映射 FSM将分辨率降低，进

而通过全连接层得到查询向量和键向量 . 式（6）表明，

DCT 结果本身已包含一定的空间全局信息，因此 FFE
利用稀疏频域自注意力（Sparse Frequency-domain Self-
Attention，SFSA）在通道维度计算自注意力，从而实现

维度信息的互补，即

SFSA = ( )Q' T
l1 ´ c0

K 'l1 ´ c0 
dk  V T

l0 ´ c0
（9）

具体而言，FFE 通过转置频域的Q'和K'来表征通道自

注意力，再利用其对空域的值向量进行增强，最终将结

果嵌入到下一层级特征编码网络以引导其特征学习 .
2. 3　层级特征解码重建网络

基于文献［25］和文献［27］，本文认为同时在空间

与通道两维度进行信息交互是解码器网络的基本功

能 . 本文提出空间邻域移位残差块 SNSRB，其由无参的

空间邻域移位操作 SNS 和 1×1 卷积构成 . SNSRB 可以

表示为
X '=GELU(Conv1 ´ 1 (SNS(X in )))

Xout =Conv1 ´ 1 (SNS(X ' ))+X '
（10）

式（10）中，GELU（·）为激活函数，Conv1×1 为核大小为

1×1 的卷积，Xin 和 Xout 分别为解码器的输入和输出 .
SNSRB首先将输入特征分为 8组，每组分别向 8邻域中

的一个方向进行一个像素的移动，移位后的特征通过

一个 1×1卷积进行特征融合 . 在数字图像中，邻域移位

操作可以简单分为图 4 的三种情况 . 本文同时对三种

不同的移位操作进行实验发现选择 8邻域移位操作时

FDSATFormer 取得最好的去雨表现，因此本文实验均

采用 8 邻域移位操作 . 其次，根据文献［28］的研究，本

文在残差结构中使用GELU激活函数取代ReLU激活函

数来进一步提升算法的性能 . 此外，以往工作在去雨图

输出部分仅采用一层卷积实现，导致输出层所能表征

的解空间有限 . 本文将其分为输出头和输出尾两部分，

其中 OH 是基于未稀疏化的转置自注意力的特征优化

网络，OT是3×3卷积 .

表2　采用SSM和CRT前后自注意力的计算量对比

自注意力

i
ii
iii

DSSA

SSM
×
√
×
√

CRT
×
×
√
√

乘法计算量

1.43×108

3.88×107

1.03×108

2.78×107

图3　频率引导的特征增强模块的示意图

      (a) D邻域移位 (b) 4邻域移位 (c) 8邻域移位

图4　不同的邻域移位操作示意图
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3　实验与分析

3. 1　数据集设置

为验证本文算法在合成雨图上的表现，实验数据集

选用来自 MPRNet［13］的合成雨图数据集 Rain13K，其由

Rain100H［29］，Rain100L［29］，Rain800［30］，Rain12000［8］，
Rain14000［2］和Rain12［31］组成 . Rain13K的训练集应包括

13 712对雨图和无雨图，然而本文实际从数据集链接下

载 得 到 的 训 练 集 为 13 711 对 图 像 . 经 对 比 发 现

MPRNet［13］和 Restormer［18］所采用的数据集均缺少第

12 300对图像 . 为保持对比实验的公平性，本文并未将

其补充进训练集中，即实际训练集的图像对仍为

13 711. 同时，为验证本文算法在真实雨图上的泛化能

力，本文选用来自文献［32］的 300张真实雨图 . 由于该

数据集中部分图像的分辨率过大，在现有推理环境下无

法测试对比方法Uformer和Restormer，因此实验对其分

辨率进行了一定调整，这与本文之前的工作［16］存在

区别 .
3. 2　实验环境和训练设置

实验在NVIDIA Tesla A100显卡上训练，在NVIDIA 
GeForce RTX 3090显卡上测试 . DSFL共包含 4个DSSA
和 3个 FFE. 在DSFL特征编码器的四个阶段，MHSA的

注意力头数分别为1、2、4、8，空间稀疏因子分别为0.25、
0.5、0.5、1，通道降维因子 1、0.5、0.5、0.25. 在FFE的三个

阶段，DCT的分块大小为 8、4、2. 在累计 500次训练中，

梯度优化算法 Adam［33］的初始学习率为 2×10−4，其经过

余弦退火学习率调整策略逐步衰减到 1×10−7. 同时，本

文采用混合率为 0.5的 MixUp［34］以及随机旋转，镜像变

换来增强训练数据 . 训练时每批输入的图像对为32，补
丁大小为 256×256. 损失函数为负结构相似性损失与平

均绝对误差损失的和 .
3. 3　合成雨图实验对比

该实验将本文算法FDSATFormer与 10个现有的单

图像去雨算法在峰值信噪比（Peak Signal Noise Ratio，
PSNR）和结构相似性（Structure SIMilarity，SSIM）上进行

定量对比，对比算法分别为 DerainNet［2］，SEMI［7］，
DIDMDN［8］ ，UMRL［9］ ，RESCAN［10］ ，PReNet［11］ ，

MSPFN［12］，MPRNet［13］，Uformer［17］和 Restormer［18］，结果

如表 3所示 . 表中，加粗和加下划线的数据分别表示当

前算法在对应测试集上的指标最好和排名第二 . 实验

表明，本文算法相比前 8个算法在所有测试集上的平均

表现最优，具体表现为平均 PSNR提升 4.12%~51.60%，

平均 SSIM 提升 2.61%~27.00%. 在 Test1200 测试集上，

Uformer的 SSIM指标最高，本文算法指标排名第二 . 在

Rain100L 和 Test2800 两个测试集上，本文的 SSIM 指标

超越且PSNR指标接近目前表现优秀的Restormer.
此外，本文还将PReNet，MSPFN，MPRNet，Uformer，

Restormer五种单图像去雨算法与本文算法的去雨图像

进行对比 . 如图 5所示，本文算法在雨痕分布密集的第

1幅雨图上能彻底去除雨痕，而其他算法的处理结果中

存在明显的雨痕 . 在第 2 幅，第 3 幅，第 4 幅雨图上，

PReNet 和 MSPFN 处理后的雨图中存在大量雨痕，

MPRNet和Uformer得到的去雨图像中仍旧残留少量雨

痕，而本文算法与 Restormer在完全去除雨痕的同时保

持丰富的细节 .

3. 4　消融实验

为验证本文所提算法的有效性，实验对不同模块

进行消融分析，如表 4 所示 . 对于双稀疏自注意力特

征学习网络 DSFL，实验分别对比移位窗口自注意力

（Shifted Window Self-Attention，SWSA）［12］、稀疏空间自

注意力 SSSA，稀疏通道自注意力 SCSA 和双稀疏自注

意力 DSSA；对于特征增强模块（Feature Enhancer，
FE），实验分别对比空域特征增强模块（Spatial Fea⁃

表3　不同算法在合成雨图测试集上的定量对比

算法

DerainNet[2]

SEMI[7]

DIDMDN[8]

UMRL[9]

RESCAN[10]

PReNet[11]

MSPFN[12]

MPRNet[13]

Ufomer[17]

Restormer[18]

本文算法

Test100
PSNR
22.77
22.35
22.56
24.41
25.00
24.81
27.50
30.27
29.05
32.00
32.15

SSIM
0.810
0.788
0.818
0.829
0.835
0.851
0.876
0.897
0.921
0.923
0.939

Rain100H
PSNR
14.92
16.56
17.35
26.01
26.36
26.77
28.66
30.41
27.01
31.46
31.55

SSIM
0.592
0.486
0.524
0.832
0.786
0.858
0.860
0.890
0.880
0.904
0.911

Rain100L
PSNR
27.03
25.03
25.23
29.18
29.80
32.44
32.40
36.40
35.91
38.99

38.80

SSIM
0.884
0.842
0.741
0.923
0.881
0.950
0.933
0.965
0.970
0.978
0.982

Test2800
PSNR
24.31
24.43
28.13
29.97
31.29
31.75
32.82
33.64
30.91
34.18

33.14

SSIM
0.861
0.782
0.867
0.905
0.904
0.916
0.930
0.938
0.950
0.944
0.957

Test1200
PSNR
23.38
26.05
29.65
30.55
30.51
31.36
32.39
32.91
31.87
33.19
34.76

SSIM
0.835
0.822
0.901
0.910
0.882
0.911
0.916
0.916
0.938

0.926
0.934

平均

PSNR
22.48
22.88
24.58
28.02
28.59
29.42
30.75
32.73
30.95
33.96
34.08

SSIM
0.796
0.744
0.770
0.880
0.857
0.897
0.903
0.921
0.932
0.935
0.945
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ture Enhancer，SFE）和频域引导的特征增强模块 FFE；

对于特征解码器 Decoder，实验分别对比卷积层 Conv
和空间邻域移位残差块 SNSRB；对于输出层，实验分

别对比单独使用输出尾 OT 和结合输出头 OH. 本文

参与对比的基线网络的解码器和编码器均为残

差块 .

由表 4 可知，网络使用 SWSA 后相比基线网络在

PSNR 上提升 1.92 dB. SSSA 相比 SWSA 提升 2.16 dB.同
时，SCSA 相比 SSSA 在 PSNR 上下降 1.42 dB，但却在

SSIM上提升 1.52%. DSSA的表现超越 SSSA和 SCSA. 在

FE 中，采用 FFE 相比 SFE 取得 1.30 dB 的提升 . 在 De⁃
coder中，SNSRB相比单独使用卷积提升 1.85 dB.最后，

在 OL 中引入 OH 相比单独使用 OT 提升 0.87 dB. 实验

证明，本文提出网络模块均对整体的去雨表现有提升 .
为进一步证明FFE的有效性，实验分别对比将DFT

和 DWT 引入 FE 与本文提出的 FFE. 由表 5 可知，相比

使用 DFT 和 DWT 引入频率信息的方法，FFE 最终的去

雨效果分别提升 3.85 dB 和 2.69 dB. 因此，FFE 能有效

地将频率信息引入去雨网络 .
3. 5　真实雨图实验对比

为验证本文算法在真实雨图上的表现，实验将

PReNet［11］，MSPFN［12］，MPRNet［13］，Uformer［17］，Re⁃
stormer［18］算法和本文算法进行对比，如表 6所示 . 真实

去雨评价指标采用自然度图像质量评估器（Naturalness 
Image Quality Evaluator，NIQE）和空间 - 光谱熵质量

（Spatial-Spectral Entropy-based Quality，SSQE），其值越

小表示图像的质量越高 .
由表6可知，本文算法的真实雨图去雨效果在NIQE上

为4.891，为所有方法中最小，优于排名第二的算法0.08%.
在SSEQ指标上，MSPFN所得结果为21.50，其为所有算法

表4　不同网络组成在Test100测试集上的消融实验

基线网络

DSFL

FE

Decoder

OL
PSNR
SSIM

SWSA
SSSA
SCSA
DSSA
SFE
FFE
Conv

SNSRB
OT
OH

√
×
×
×
×
×
×
×
×
√
×

23.41
0.815

×
√
×
×
×
×
×
√
×
√
×

25.17
0.829

×
×
√
×
×
×
×
√
×
√
×

27.33
0.854

×
×
×
√
×
×
×
√
×
√
×

25.91
0.867

×
×
×
×
√
×
×
√
×
√
×

27.58
0.871

×
×
×
×
√
√
×
√
×
√
×

28.13
0.887

×
×
×
×
√
×
√
√
×
√
×

29.43
0.898

×
×
×
×
√
×
√
×
√
√
×

31.28
0.924

×
×
×
×
√
×
√
×
√
√
√

32.15

0.939

表5　不同频率引导方法在Test100测试集上的去雨表现对比

频率利用方法

DFT
DWT
FFE

PSNR
28.30
29.46
32.15

SSIM
0.872
0.890
0.939

 

合成雨图       PReNet[11] MSPFN[12]        MPRNet[13] Uformer[17]        Restormer[18]   本文算法        无雨图

图5　不同算法在合成雨图上的视觉对比
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中最小 . 本文算法在该指标上排名第二，但均高于在合成

雨图上表现优秀的Uformer和Restormer. 不同算法的自然

去雨图像的视觉效果图如图6所示 . 其中，对于雨痕分布

稀疏的第2幅和第4幅雨图，本文算法有效去除雨痕，而

其他算法的结果中均残留雨痕 . 在其余真实雨图上，本文

算法同样去除大部分雨痕，而其他算法几乎对其没有作用 .
3. 6　算法效率分析

为 验 证 本 文 算 法 的 效 率 ，实 验 将 PReNet［11］，
MSPFN［12］，MPRNet［13］，Uformer［17］，Restormer［18］和本文

算法的参数量，计算量和推理用时三个指标进行对比，

其中推理时长为处理 100 张分辨率 256×256 的雨图所

需时间的平均值 . 由表 7可知，在计算量上本文算法小

于 PReNet，是 MPRNet 计算量的 29.1%，Uformer 计算量

的 50.4%，Restormer 的 30.7%. 在推理时长上，PReNet
所需时间最少，MPRNet次之 . 尽管本文算法并非用时

最少，但相比目前表现优秀的Uformer和Restormer分别

减少 21.5% 和 67.9%. 综上所述，本文算法在图像去雨

表现和推理用时上取得目前最好的平衡 .

4　结论

为解决现有单图像去雨算法的不足，本文提出一

种频率引导的双稀疏自注意力算法，其利用双稀疏自

注意力，频率引导学习策略和高效的层级特征解码重

建网络在合成雨图和真实雨图上的去雨表现均优于当

下表现优秀的算法，同时网络的计算量和推理用时也

显著降低，因此其有望成为单图像去雨研究新的范式 .
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